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摘要:为有效预测未来一定时间内的连续水位,提出了基于序列到序列(Seq2Seq)的短期水位预测

模型,并使用一个长短期记忆神经网络(LSTM)作为编码层,将历史水位序列编码为一个上下文向

量,使用另一个 LSTM 作为解码层,将上下文向量解码来预测目标水位序列。 以流溪河为研究对

象,针对不同预测长度分别建立水位预测模型,并与 LSTM 模型和人工神经网络(ANN)模型进行了对

比。 结果表明:Seq2Seq 模型对连续 6 h、12 h 和 24 h 水位预测的纳什效率系数最高分别为 0郾 93、0郾 90
和 0郾 85;当预测长度为 6 h 时,LSTM 和 Seq2Seq 模型预测结果相似,ANN 模型精度较低;当预测长度

为 12 h 和 24 h 时,Seq2Seq 模型相比 LSTM 模型和 ANN 模型预测效果更好,收敛速度更快。
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Short鄄term water level prediction based on Seq2Seq model / / LIU Yan1, ZHANG Ting1, KANG Aiqing2, LI Jianzhu1,
LEI Xiaohui2(1. State Key Laboratory of Hydraulic Engineering Simulation and Safety, Tianjin University,Tianjin 300072,
China; 2. State Key Laboratory of Simulation and Regulation of Water Cycle in River Basin, China Institute of Water
Resources and Hydropower Research, Beijing 100038, China)
Abstract: In order to effectively predict the continuous water level in a certain period in advance, a short鄄term water level
prediction model based on sequence to sequence ( Seq2Seq) was proposed. The model used a long short鄄term memory
(LSTM)network to encoder the historical water level sequence into a context vector, and another LSTM network was used to
decode the context vector to predict the target water level sequence. Taking the Liuxi River as the research object, the water
level prediction model was established for different prediction lengths, and compared with LSTM model and artificial neural
network (ANN) model. The results show that the highest Nash鄄Sutcliffe efficiency coefficient predicted by the Seq2Seq
model for continuous 6 h, 12 h and 24 h is 0. 93, 0. 90 and 0. 85, respectively. When the prediction length is 6h, the
performance of the LSTM and Seq2Seq model are similar, and the ANN model has lowest precision. When the prediction
length is 12h and 24h, the Seq2Seq model has better performance and faster convergence speed compared with the LSTM
model and ANN model.
Key words: water level prediction; sequence to sequence model; long short鄄term memory neural network; artificial neural
network; deep learning

摇 摇 水位预测对水资源的合理开发、利用及优化配

置具有重要意义。 由于河流水位受多方面因素的影

响,变化频繁,因此短期的精细化预测相对中长期的

趋势预测更有实际价值。 目前,水位预测的研究方

法可以归纳为两类,即过程驱动模型和数据驱动模

型。 过程驱动模型通过有物理依据及经验性的公

式,描述水流运动与影响因素的关系,由于影响水位

的因素较多,考虑降雨、地形、水工建筑物等的物理

模型会十分复杂,模型精度很难达到水位控制要

求[1]。 数据驱动模型通过挖掘输入与输出数据之

间的相关信息进行预测,而不研究物理过程。 常用

的模型包括以数理统计为基础的时间序列分析,以
及以人工神经网络(artificial neural network,ANN)、
支持向量机(support vector machine,SVM)为代表的

机器学习。 已有的研究采用一种或集合多种数据驱

动方法建立水位预测模型,并使用遗传算法等优化

方法获得最优参数[2鄄5]。 数据驱动模型在水位预测

方面取得了丰硕的成果,但仍存在很大的改进空间,
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如传统 SVM 模型只能单步输出,以及浅层神经网络

不足以充分挖掘数据的所有特征等。
近年来,人工智能和大数据驱动技术给水文研

究带来了新的研究思路和技术方法,以深度学习为

代表的新一代人工神经网络已经在水文领域进行探

索性应用[6]。 深度学习是一种特殊的机器学习方

法,从简单的线性网络发展到经典的生成式对抗网

络(generative adversarial networks,GAN),经历了深

度信念网络( deep belief network,DBN)、稀疏编码

(sparse coding)、卷积神经网络(convolutional neural
network,CNN)、结构递归神经网络( recursive neural
network,RNN) 的快速迭代[7]。 长短期记忆网络

(long short鄄term memory,LSTM)是 RNN 的改进版,
通过引入记忆门控单元缓解梯度消失,是进行时间

序列数据仿真模拟及预测的首选。 在水位预测方

面,LSTM 模型受到越来越多的关注,相关研究成果

已表明 LSTM 模型预测精度较高,预测效果优于

SVM、RNN 等模型[8鄄14]。 然而,现有的大部分研究是

预测未来某个时间的水位,而不是水位序列。 有少

数研究对多步水位进行预测,但没有考虑数据输出

的先后顺序。
序列到序列( sequence鄄to鄄sequence,Seq2Seq)模

型是一种由序列生成序列,且序列长度互不影响的

模型,被广泛应用于机器翻译、行为预测等任务

中[15鄄17]。 水位序列与语言上下文以及其他时间序

列具有相似的特征,但 Seq2Seq 模型在水位预测方

面的 研 究 甚 少。 因 此, 本 文 提 出 了 一 种 基 于

Seq2Seq 模型的短期多步水位预测模型,以克服上

述数据驱动模型存在的不足。 以流溪河的水位数据

为例,对所提模型进行验证,并与 LSTM 和 ANN 模

型进行比较,分析评价预测精度和计算效率。

1摇 研究区及数据处理

1. 1摇 研究区概况

流溪河位于广东省广州市北部,地理位置介于

113毅10忆12义E ~ 114毅2忆00义E,23毅12忆30义N ~ 23毅57忆36义N
之间。 流溪河是广州市辖区内唯一的一条全流域河

流,也是集雨面积最大的河流[18]。 河流全长约为

171 km,流域面积约为 2 300 km2。 该流域处于亚热

带季风气候区,气候温湿,雨量丰沛。 年平均降雨量

为 1 800 mm,年径流量约为 28. 4 亿 m3。 84% 的降

雨集中在汛期(4—9 月),有较强的季节性。
流溪河梯级闸坝工程开发力度较大,从上至下

共有 11 座拦河闸坝,依次为良口坝、青年坝、胜利

坝、卫东坝、人工湖坝、水厂坝、街口坝、大坳坝、牛心

岭坝、李溪坝和人和坝[19]。 流溪河是广州市最早的

供水水源地,目前仍然是重要的工农业和生活用水

水源地,广州市 30% 的自来水来自流溪河,被誉为

广州的“母亲河冶。 拦河闸坝的修筑对于广州市水

资源开发利用发挥着重要作用。 本文选取良口坝、
大坳坝和李溪坝为研究对象,如图 1 所示。

图 1摇 流溪河及拦河坝位置示意图

1. 2摇 数据处理

本文采用的数据长度为 2014 年 10 月至 2020 年

5 月,监测频率为 1h,其中,2014 年 10 月至 2018 年 2
月为训练期,2018 年 3 月至 2020 年 5 月为验证期。

数据质量是影响数据驱动模型效果的关键因

素。 在建模之前要对原始数据进行预处理,包括数

据整理和数据变换。 针对水位数据,数据整理主要

是噪声数据识别和空缺值填充。 噪声数据是指在测

量和收集数据时由机器采集或者人为造成的误差。
噪声数据远远超过或不及其他数据,明显偏离一般

水平,一般将其剔除然后按照空缺值的方法填充。
空缺值是指较少且不连续的数据缺失,一般采用平

均值、众数等进行填充。 考虑到研究对象水位时间

间隔较短,对于空缺值采用线性插值的方式处理。
数据变换是对数据进行规范化,本文采用标准化算

法对模型输入数据进行处理[20],处理后的序列均值

为 0,标准差为 1。 计算公式为

x* = x - 軃x
滓 (1)

式中:x、x*、軃x 为给定序列的初始值、标准值和均值;
滓 为给定序列的标准差。 当给定的数据大于其所在
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序列均值时,会得到一个正的标准化数值;反之,会
得到一个负的标准化数值。 本文在划分训练集和测

试集的基础上,采用训练集的均值和标准差分别对

两组数据集进行标准化,并采用同样的均值和标准

差对模型结果进行反标准化。

2摇 模型构建与评价

2. 1摇 模型构建

本文利用历史水位作为输入,预测未来一定时间

内的连续水位,因此选用处理时间序列的神经网络。
LSTM 是 RNN 的一种特殊类型,可以从隐藏的长期依

赖信息中学习[21]。 LSTM 通过引入门控单元统筹并

传递对当前时刻重要的历史信息,提升了循环神经网

络的长时间记忆,并保持了训练过程中梯度下降的稳

定性。 但 LSTM 的每一个输入都对应一个输出,因此

只能处理输入输出序列时序一致的数据。
Seq2Seq 模型最初是因机器翻译而诞生,随后

被广泛用于处理输出序列长度与输入序列长度无关

的相关任务。 Seq2Seq 模型由编码器和解码器组

成,编码器和解码器本质上是循环神经网络。 编码

器将可变长度序列数据编码为一个固定长度的中间

向量,解码器将固定长度的中间向量进行解码作为

预测输出,实现了任意长度的输入序列可以映射到

任意长度的输出序列的目的。
在实际应用中,编码器和解码器有多种选择,本

文选用两个 LSTM 模块组成 Seq2Seq 模型对水位进

行预测。 当输入历史时间序列的长度为 n,预测输

出时间序列的长度为 m 时,构造的输入向量 X 及输

出向量 Y 如下:
X = (X1,X2,X3,…,XN) (2)
Y = (Y1,Y2,Y3,…,YN) (3)

摇 Xi =(x1+m( i-1),x2+m( i-1),x3+m( i-1),…,xn+m( i-1)) (4)
Y i =(xn+1+m( i-1),xn+2+m( i-1),xn+3+m( i-1),…,xn+mi) (5)

式中:N 为样本总数;Xi、Y i分别为第 i 个样本的输

入和输出( i=1,2,…,N)。 此种输入输出向量构造

方法可同时得到一个预测长度的各步长预测结果,
避免了使用前一步预测结果作为真实值输入所造成

的误差累积。
将样本(X1,Y1)代入 Seq2Seq 模型中,其中X1 =

(x1, x2,…, xn)表示输入的历史水位,Y1 = (y1, y2,
…,ym)表示输出的预测水位。 编码器由单层 LSTM
单元组成,将输入序列按照时间顺序分步读入,每一时

刻的隐藏层状态 ht都由当前时刻的输入数据 xt与上一

时刻的隐藏层状态 ht-1和细胞状态 ct-1共同决定,即
ht = f(xt,ht -1,ct -1) (6)

式中:ht、ht-1分别为 t 时刻、t-1 时刻编码层的 LSTM

神经元隐藏层状态;xt为 t 时刻的输入;ct-1为 t-1 时

刻编码层的 LSTM 神经元细胞状态。
LSTM 单元内部由输入门、遗忘门和输出门组

成。 首先,遗忘门决定舍弃多少细胞状态 ct-1;接下

来,输入门决定保留多少当前外部信息 (即输入

xt),并生成候选细胞状态 ct;然后,根据遗忘门和输

入门的结果更新细胞状态 ct;最后,输出门决定输出

细胞状态 ct的哪些状态特征,并生成隐藏层状态 ht。
当t=1 时,h0和 c0对应编码层起始状态隐藏层的输

出,采用 0 进行初始化。 上述过程对应公式如下:
f t = 滓(Wf(ht -1,xt) + bf) (7)
it = 滓(Wi(ht -1,xt) + bi) (8)

軃ct = tanh(Wc(ht -1,xt) + bc) (9)
ct = ct -1 f t + 軃ct i t (10)

ot = 滓(Wo(ht -1,xt) + bo) (11)
ot = ot tanhct (12)

式中:Wf、Wi、Wc、Wo分别为遗忘门、输入门、输出门

和门控单元的权重向量;bf、bi、bc、bo分别为遗忘门、
输入门、输出门和门控单元的偏置向量; f t、 it、軃ct、ot

均为模型中间参数;滓 (·) 为 Sigmoid 激活函数;
tanh(·)为双曲正切激活函数。

编码器经过 n 个时间步的更新,输入序列被编

码为最终时间步的隐藏层状态 hn。 由于循环神经

网络具有长期记忆功能,理论上 hn包含输入序列的

完整信息。 解码器由单层 LSTM 单元组成,接受编码

器的最终状态 hn作为初始输入值。 解码器每一时刻

隐藏层状态 h忆t 通过当前时刻的输入 hn与上一时刻的

隐藏层状态 h忆t-1和细胞状态 c忆t-1更新,其表达式如下:
h忆t = f(hn,h忆t -1,c忆t -1) (13)

式中:h忆t 、h忆t-1分别为 t 时刻、t-1 时刻解码层的 LSTM
神经元隐藏层状态;c忆t-1为 t-1 时刻解码层的 LSTM
神经元细胞状态。

解码层更新 h忆t-1的具体操作与编码层更新 ht一

致。 当 t=1 时,h忆0和 c忆0为解码层起始状态隐藏层的

输出,采用 0 进行初始化。 隐藏状态 h忆t 经全连接层

的学习输出为 yt,其表达式为

yt = F(h忆t ) (14)
式中 yt 为 t 时刻的输出。 经过分步解码,形成最终

的输出序列。
2. 2摇 模型参数设置

对良口坝、大坳坝和李溪坝的逐小时水位进行

连续 6 h、12 h 和 24 h 的预测,即模型输出长度 m 分

别是 6 h、12 h、24 h。 深度学习模型参数有两类:一
类是可训练参数,通过训练集自动率定,主要是研究

方法中提到的权重和偏置;另一类是超参数,根据训

练过程中评价指标的结果进行经验调参。 Seq2Seq
模型的计算步骤及参数设置如下:
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图 2摇 基于 Seq2Seq 的水位预测对比

摇 摇 步骤 1摇 对数据进行预处理。
步骤 2摇 设置模型预测目标及输入数据。 模型

预测长度 m 分别为 6 h、12 h、24 h,模型输入长度 n
分别设为 72 h、168 h、168 h。

步骤 3摇 建立编码层与解码层的网络结构。 编

码层和解码层均为单层 LSTM,编码层隐藏层单元

数量分别为 32、128、128,解码层隐藏层单元数量分

别为 8、64、64。
步骤 4摇 利用训练集的样本训练模型。 训练过

程以均方误差为损失函数,使用 ADAM 优化模型参

数,学习率为 0. 001。 由于数据集较大,将批量尺寸

参数 batch鄄size 设置为 256,最大训练次数设为 200。
步骤 5摇 对模型输出进行反归一化处理,得到

水位预测结果。
步骤 6摇 结果分析。

2. 3摇 评价指标

本文采用纳什效率系数 (NSE)、均方根误差

(RMSE)和平均绝对误差(MAE)定量评价模型的预

测性能,NSE 的变化范围从-肄到 1,越接近 1,拟合

越完美,模型可信度越高。 同时采用 RMSE 和 MAE
衡量模拟值和实测值之间的偏差,变化范围从 0 到

+肄 ,越接近 0,模型整体模拟效果越好。 当 MAE 相

等时,RMSE 越大,数据离散度越高。

3摇 结果分析

3. 1摇 整体预测效果评价

选择 NSE、RMSE 和 MAE 对 Seq2Seq 模型在良

口坝、大坳坝和李溪坝的短期水位预测结果进行评

价,结果见表 1。 由表 1 可知:在所有预测时间,
MAE 均小于 0. 1 m; NSE 均大于 0. 7,最大值为

0郾 98;RMSE 最大值为 0. 17 m;Seq2Seq 模型取得了

较好的预测效果。 对比同一站点不同预测长度的评

价指标结果可以发现,当预测长度为 6 h 时,NSE 均

大于 0. 9,模型的预测效果最佳。 随着预测长度的

增加,RMSE 和 MAE 不断增大,而 NSE 不断减小。
以良口坝为例,预测长度从 6 h 增加到 24 h 时,测试

集的 NSE 降低了 0. 08,RMSE 和 MAE 分别增加了

0郾 06 m、0郾 02 m。
表 1摇 各站点预测结果对比

闸坝
工程

m / h
训练集 测试集

NSE RMSE / m MAE / m NSE RMSE / m MAE / m

良口坝

大坳坝

李溪坝

6 0. 98 0. 12 0. 08 0. 93 0. 11 0. 06
12 0. 98 0. 17 0. 09 0. 90 0. 13 0. 07
24 0. 97 0. 16 0. 09 0. 85 0. 17 0. 08
6 0. 95 0. 06 0. 04 0. 93 0. 07 0. 04

12 0. 92 0. 08 0. 05 0. 83 0. 10 0. 05
24 0. 87 0. 10 0. 06 0. 78 0. 12 0. 06
6 0. 92 0. 05 0. 03 0. 92 0. 05 0. 03

12 0. 89 0. 06 0. 04 0. 82 0. 07 0. 05
24 0. 82 0. 07 0. 05 0. 73 0. 08 0. 06

图 2 给出了 3 种不同预测长度下各站点测试集

的预测与实测水位对比,从中可以看出,Seq2Seq 模

型能够较好地反映坝上水位随时间的波动趋势。 各

个站点连续 6 h 的预测水位与实测水位最接近,连
续 24 h 的预测水位不能很好地再现实测水位涨落
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过程。 Seq2Seq 模型对于高水位或低水位(极值)的
预测效果相对较差。 为了定量分析预测误差大小,
计算良口坝水位小于 64 m,大坳坝水位大于 24 m 以

及李溪坝水位小于 10 m 范围内水位预测的最大误

差、最小误差和 MAE,结果如表 2 所示。 由表 2 可

知,总体上 MAE 随预测长度的增大而增大。 与表 1
相比,极值预测的 MAE 远高于全过程的 MAE,说明

模型整体预测性能较好,但对极值的预测略有不足。
这主要是由于影响水位的因素较多,比如闸坝调度、
灌溉取水等,只考虑历史水位数据不能很好地呈现

水位突变的趋势。

图 3摇 不同模型预测结果的 NSE 对比

图 4摇 不同模型预测结果的 RMSE 对比

图 5摇 不同模型预测结果的 MAE 对比

表 2摇 各站点极值的预测误差对比

闸坝工程 m / h 最大误差 / m 最小误差 / m MAE / m

良口坝

大坳坝

李溪坝

6 2. 604 2 -0. 004 4 0. 331 5
12 2. 560 8 0. 001 8 0. 594 0
24 2. 586 9 0. 003 4 0. 709 1
6 -1. 399 5 0. 004 2 0. 427 8

12 -1. 971 9 -0. 009 5 0. 633 8
24 -1. 875 2 -0. 047 2 0. 709 5
6 0. 586 5 0. 000 1 0. 063 7

12 0. 631 6 -0. 000 1 0. 063 2
24 0. 757 2 0. 000 7 0. 104 4

此外,对于测试集,在预测长度分别为 6 h、12 h、
24 h 的情况下,大坳坝的 NSE 比良口坝的 NSE 依次

小 0、0. 07 和 0. 07,李溪坝的 NSE 比良口坝的 NSE

依次小 0. 01、0. 08 和 0. 12。 结合 NSE 和水位过程

对比可以看出,良口坝的水位预测效果最好,大坳坝

次之,李溪坝较差。 这是由于从河流上游至下游,随
着预测站点到河源的距离增大,影响水位的因素增

加;同时,当预测长度增大时,上下游站点之间差异

有增大的趋势。
3. 2摇 与 LSTM 和 ANN 模型的对比

为了便于模型之间的比较,除 Seq2Seq 模型外,
本文还构建了 LSTM 模型和 ANN 模型。 ANN 模型采

用的是最基本的 3 层结构,即输入层、隐藏层、输出

层,又称为全连接神经网络 ( full connected neural
networks, FCNN) [22]。 LSTM 模型和 ANN 模型隐藏

层的神经元数量与 Seq2Seq 模型的编码层神经元数量

一致,其他参数也与 Seq2Seq 模型相同。 基于测试集,
对比分析 Seq2Seq、LSTM 和 ANN 模型的预测结果。

图 3 ~ 5 为 3 种模型在不同预测长度下的评价

指标。 从图 3 ~ 5 可以看出,ANN 模型的 NSE 均小

于 0. 9,最小值为 0. 67,RMSE 和 MAE 的最大值分

别超过了 0. 20 m 和 0. 10 m。 LSTM 和 Seq2Seq 模型

的 NSE 最小值分别为 0. 70 和 0. 73,MAE 最大值分

别为 0郾 09 m 和 0. 08 m,可见这两个深度学习模型各

项指标均优于简单神经网络模型。 当预测长度为 6
h 时,Seq2Seq 和 LSTM 模型的各项指标基本相等;
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当预测长度为 12 h 时,在良口坝的水位预测中,
Seq2Seq 模型相对 LSTM 模型来说,NSE 提高了大约

0. 05,RMSE 和 MAE 分别降低了大约 0. 03 m 和

0郾 01 m,其他站点的各项指标值较为接近;当预测长

度为 24 h 时,Seq2Seq 模型在 3 个站点的各项指标

结果均有不同程度的改进。
LSTM 模型和 ANN 模型预测结果同 Seq2Seq 模

型一样,都表现出随着预测长度的增加,预测性能逐

渐下降的特性。 对于评价指标值的变化幅度,当预

测长度增加到 12 h 时,Seq2Seq 模型预测结果最小,
LSTM 模型预测结果和 ANN 模型接近;当预测长度

增加到 24 h 时,ANN 模型预测结果最大,Seq2Seq 模

型在大坳坝和李溪坝预测结果最小,而 LSTM 模型

在良口坝预测结果最小。 此外,LSTM 和 ANN 模型

受站点位置的影响规律与 Seq2Seq 模型一致,即中

上游站点的预测效果优于下游站点,且下游站点与

中上游站点之间的评价指标值差距随着预测长度的

增大而增大。
由于 ANN 模型的预测效果较差,仅对 Seq2Seq

与 LSTM 模型的计算效率进行比较。 以良口坝为

例,在相同环境下两模型完成一次计算的时间如表

3 所示。 由表 3 可以看出,预测长度为 12 h 的计算

时间大于预测长度为 24 h 的计算时间,表明神经元

数量相同时,样本数越多运行时间越长;预测长度为

6 h 的计算时间小于预测长度为 12 h 的计算时间,表
明样本数虽多,但神经元数量减少,模型运行时间依

然较短。 由以上分析可知,样本数和神经元数量都

影响计算效率,且神经元数量的影响较大。 对比同

一预测长度下两模型的计算时间可以发现 LSTM 模

型计算时间更短。 图 6 给出了不同预测长度下两模

型的训练过程。 由图 6 可知,Seq2Seq 模型的 RMSE
均小于 LSTM。 当预测长度为 6 h 和 12 h 时,LSTM
先收敛;当预测长度为 24 h 时,Seq2Seq 模型的收敛

速度较快。 大坳坝和李溪坝计算效率的对比结果与

良口坝相似。 以上对预测精度和计算效率的对比表

明,在实际应用中,需根据对精度和效率的要求选择

合适的预测模型。
表 3摇 不同模型的计算时间对比

m / h
样本数 神经元数量 计算时间 / s

训练集 测试集 编码层 解码层 Seq2Seq LSTM

6 4 976 3 280 32 8 146. 71 140. 46
12 2 488 1 632 128 64 964. 74 946. 48
24 1 240 816 128 64 554. 22 460. 46

4摇 结摇 论

a. 基于 Seq2Seq 模型建立了未来 6 h、12 h 和

24 h的逐小时水位预测模型,使输入与输出的长度

设置不受限制,模型训练过程平稳,预测效果较好。
b. 当预测长度为 6 h、12 h 和 24 h 时,Seq2Seq

模型的 MAE 均小于 0. 1 m,NSE 均大于 0. 7,表明该

模型具有较高的预测精度。 同时表现出预测长度越

小,评价指标越优的趋势;相同预测长度下,上游水

位比中下游水位的预测效果更好。
c. 本 文 测 试 集 ANN 模 型、 LSTM 模 型 和

Seq2Seq 模型的 NSE 最小值分别为 0郾 67、0郾 70 和

0郾 73,MAE 最大值分别为 0郾 12 m、0郾 09 m 和 0郾 08 m,
可见 Seq2Seq 模型整体效果优于 LSTM 模型和 ANN
模型。 LSTM 模型的计算时间较 Seq2Seq 模型短,但
当预测长度为 24 h 时,Seq2Seq 模型收敛速度更快。

图 6摇 不同模型的训练过程对比
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