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摘要:针对传统径流预报方法预报因子不确定性和预报模型复杂性问题,基于月径流时序特征重要

性分析选择预报因子,采用混合核函数支持向量机(MK-SVM)模型捕捉径流时序间的非线性关系,
提出动态透镜成像反向学习和 Lévy 飞行等多策略融合的改进灰狼优化算法( IGWO),并构建了径

流预报的 IGWO-MK-SVM 模型。 黑河流域莺落峡水文站月径流预报结果表明:IGWO-MK-SVM 模

型月径 流 预 报 结 果 的 纳 什 效 率 系 数、 均 方 根 误 差、 Kling-Gupta 效 率 系 数 分 别 为 0. 894 2、
16. 909 9 m3 / s 和 0. 863 9;与传统 SVM 模型相比,IGWO-MK-SVM 模型在径流预报中的自适应性有

所提升,相较于长短期记忆网络模型和季节性差分自回归移动平均模型,IGWO-MK-SVM 模型能更

好地预报月径流的真实变化过程。
关键词:径流预报;随机森林;径流预报因子;混合核函数支持向量机;改进灰狼优化算法;黑河流域
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Abstract:

 

To
 

address
 

the
 

problem
 

of
 

uncertainty
 

of
 

prediction
 

factors
 

and
 

model
 

complexity
 

of
 

traditional
 

runoff
 

prediction
 

methods,
 

prediction
 

factors
 

were
 

selected
 

based
 

on
 

feature
 

importance
 

analysis
 

of
 

monthly
 

runoff
 

time
 

series,
 

and
 

the
 

nonlinear
 

relationship
 

between
 

runoff
 

time
 

series
 

was
 

captured
 

by
 

the
 

mixed
 

kernel
 

function-support
 

vector
 

machine
 

( MK-
SVM)

 

model.
 

An
 

improved
 

grey
 

wolf
 

optimizer
 

(IGWO)
 

that
 

integrated
 

multiple
 

strategies,
 

such
 

as
 

dynamic
 

lens
 

imaging
 

reverse
 

learning
 

and
 

Lévy
 

flying
 

strategies,
 

was
 

proposed
 

to
 

enhance
 

the
 

stability
 

of
 

the
 

global
 

parameter
 

optimization
 

of
 

the
 

MK-SVM
 

model,
 

and
 

an
 

IGWO-MK-SVM
 

model
 

for
 

runoff
 

prediction
 

was
 

constructed.
 

The
 

results
 

of
 

monthly
 

runoff
 

prediction
 

at
 

Yingluoxia
 

Hydrological
 

Station
 

in
 

the
 

Heihe
 

River
 

Basin
 

show
 

that
 

the
 

Nash-Sutcliffe
 

efficiency
 

coefficient,
 

root
 

mean
 

squared
 

error,
 

and
 

Kling-Gupta
 

efficiency
 

coefficient
 

of
 

prediction
 

results
 

of
 

the
 

IGWO-MK-SVM
 

model
 

were
 

0. 894 2,
 

16. 909 9
 

m3 / s,
 

and
 

0. 863 9,
 

respectively.
 

Compared
 

with
 

the
 

traditional
 

SVM
 

model,
 

the
 

IGWO-MK-SVM
 

model
 

has
 

high
 

adaptability
 

in
 

runoff
 

prediction,
 

and
 

compared
 

with
 

the
 

long
 

short-term
 

memory
 

network
 

model
 

and
 

the
 

seasonal
 

autoregressive
 

integrated
 

moving
 

average
 

model,
 

the
 

IGWO-MK-SVM
 

model
 

can
 

better
 

predict
 

the
 

real
 

change
 

process
 

of
 

monthly
 

runoff.
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algorithm;
 

Heihe
 

River
 

Basin

　 　 水资源管理过程中的优化配置和调度、水环境

保护、防洪抗旱等问题均需要对未来一定时期的径

流变化进行预测[1] 。 然而,受全球环境变化和人类

活动的影响,径流时序的随机性和非平稳性愈发显

著,使得径流预报面临全新挑战[2-3] 。 目前,大量研

究针对数字信号处理、机器学习模型与水文预报中

的难点问题,建立了一系列新的预报模型[4-5] 。 基于

数据驱动的机器学习模型通常无须依赖径流变化的

物理过程,这在一定程度上克服了传统水文模型的

不足[6] 。 机器学习径流预报模型通常分为浅层学
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习和深度学习模型。 近年来,众多开源神经网络框

架的出现,极大地推动了深度学习径流预报模型的

发展。 熊怡等[7] 提出利用长短期记忆网络 ( long
 

short-term
 

memory,
 

LSTM) 对径流自适应变分模态

分解的每个子序列进行预测,再将子序列的预测结

果集成,得到径流的最终预测结果,建立的模型对捕

捉多尺度变异的复杂非线性径流序列信息有很好的

效果;Xu 等[8]针对水文学知识从数据丰富流域转移

到数据稀缺流域存在的问题,提出基于 Transformer
的迁移学习框架,通过使用数据丰富流域信息准确

预测数据稀缺目标流域的洪水。 尽管深度学习模型

相较于浅层学习模型的非线性拟合能力更强,但存

在数据需求量大、模型结构复杂、参数不确定性强、
模型易过拟合的问题[9] 。

在样本数据少、输入特征有限且明确的情况下,
基于智能优化算法的浅层学习模型通常具有更好的

径流预测效果[10] 。 Sharifi 等[11] 在对 Amameh 流域

径流预测研究中,发现支持向量机( support
 

vector
 

machine,
 

SVM)模型相较于人工神经网络、局部线性

回归、自适应神经模糊推理系统表现更好。 SVM 模

型的泛化性和准确性非常依赖于核函数,为克服单一

核函数的不足,唐奇等[12] 采用混合核函数支持向量

机(mixed
 

kernel
 

function-support
 

vector
 

machine,MK-
SVM)模型对武山站和南河川站的月径流进行预测,
预测结果明显优于单一核函数的 SVM 模型。 基于

高性能智能优化算法对 SVM 模型参数调优是提高

径流预测精度的另一途径,Samantaray 等[13] 尝试将

樽海鞘群优化算法(salp
 

swarm
 

algorithm,
 

SSA)用于

SVM 模型参数调优,提出了 SSA-SVM 模型,显著提

高了传统 SVM 模型的鲁棒性,使得模型具有更好的

径流预测精度。 但是,浅层学习模型对输入特征信

息较为敏感,常需提前确定合适的模型参数和输入

变量[14] 。
本文采用随机森林( random

 

forest,
 

RF)模型分

析径流时序特征的重要性,并依据特征重要性顺序

选取 MK-SVM 模型的输入变量,提出动态透镜成像

反向学习和 Lévy 飞行等多策略融合的改进灰狼优

化算法(improved
 

grey
 

wolf
 

optimizer,
 

IGWO)对 MK-
SVM 模型参数进行优化,建立了径流预报的 IGWO-
MK-SVM 模型。 采用黑河流域莺落峡水文站实测径

流对模型进行验证,以期为变化环境下探索强稳健

性径流预报模型提供新的思路。

1　 研究方法

1. 1　 预报因子选择

预报因子的选择是影响数据驱动模型效果的关

键因素之一,但目前没有通用的预报因子选择方法。
现有研究中多采用穷举法、偏互信息法、偏自相关函

数(partial
 

autocorrelation
 

function,
 

PACF)法等[5] ,然
而,这些方法通常无法描述每个因子对最终结果影

响的重要程度。 为此,本文采用特征重要性分析

(feature
 

importance
 

analysis,
 

FIA)法选择预报因子,
FIA 法基于 RF 模型对备选因子集进行分析,并依据

因子特征重要性顺序,从中选取使模型预报效果最

好的特征作为预报因子[15] 。
1. 2　 MK-SVM 模型

SVM 模型是一种可有效解决多变量非线性回

归问题的机器学习模型,主要通过核函数将输入变

量映射到高维特征空间,然后在映射后的特征空间

中进行线性回归。 不同核函数对 SVM 模型的非线

性拟合效果影响很大,局部性核函数的学习能力强,
但泛化能力相对较弱,全局性核函数则恰好与之相

反。 本文基于 Mercer 核理论,结合全局多项式核函

数和局部高斯径向基核函数构建 MK-SVM 模型,以
提高模型在径流预报中的自适应能力。

κMK = λκp + (1 - λ)κr (1)
式中:κMK 为混合核函数;λ 为单一核函数在混合核

函数中的占比,λ∈ 0,1[ ] ;κp、κr 分别为多项式核函

数和高斯径向基核函数。
1. 3　 多策略融合的 IGWO 算法

灰狼优化算法(grey
 

wolf
 

optimizer,
 

GWO)依据

社会等级将狼群分为 α 狼、β 狼、δ 狼和 ω 狼,并通

过模拟狼群捕食过程中的跟踪追捕、包围和攻击,实
现对目标函数的搜索[16] 。 GWO 算法和其他群体智

能优化算法类似,在狼群多样性不足时,存在易陷入

局部最优、收敛速度慢和求解精度低的问题。 因此,
本文引入 Tent-Logistic-Cosine 混沌映射初始化狼

群,并提出动态透镜成像反向学习和 Lévy 飞行等多

策略融合的 IGWO 算法,以提高对机器学习径流预

报模型参数的调优能力。
a.

 

Tent-Logistic-Cosine 混沌映射。 为克服随机

生成策略初始化种群多样性差的问题,本文将 Tent、
Logistic 和 Cosine 映 射 结 合, 构 成 Tent-Logistic-
Cosine 混沌系统,可有效克服低维系统的不足,相比

高维系统,其复杂度更低,更易实现[17] 。
b.

 

动态透镜成像反向学习策略。 基于群体智

能算法优化的 MK-SVM 模型,非常容易陷入局部最

优解。 为此,本文采用动态透镜成像反向学习策略,
使算法在陷入非主导核函数区域时,仍能保持对主

导核函数区域的探索,从而促进算法跳出局部最优

解。 透镜成像反向学习策略基本原理[18] 为:可行解

Xα(α 狼位置)总存在与之相对应的反向解 X∗
α ,若反
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向解 X∗
α 的适应度优于可行解 Xα,则取反向解 X∗

α

为当前种群的最优解,同时更新为 α 狼的位置。 本

文基于透镜成像原理,采用动态调焦策略(式(2))
计算反向学习点的位置(式(3))。

1 / Du + 1 / Dv = 1 / ( rfmax) (2)

X∗
α =

0. 5(Bu + B l) - Dv
 　 Xα > Xo

0. 5(Bu + B l) + Dv
  　 Xα ≤ Xo

{ (3)

式中:Du 为物距,表示可行解 Xα 到透镜焦点的距

离,本文选择搜索空间的中心位置 Xo 作为焦点; r
为随机数,r∈(0,1];fmax 为将像控制在约束区间的

最大可调焦距;Dv 为像距;Bu、B l 分别为搜索空间的

上边界和下边界。
c.

 

Lévy 飞行策略。 动态透镜成像反向学习能

在一定程度上增强 IGWO 算法跳出局部最优解的能

力,却无法有效地实现狼群从探索阶段到开发阶段

的过渡。 本文通过引入 Lévy 飞行策略,结合长距离

探索和短距离细致搜索,从而有效平衡探索和开发

的关系[19] 。

图 1　
 

IGWO-MK-SVM 模型计算流程

Fig. 1　 Calculation
 

process
 

of
 

IGWO-MK-SVM
 

model

1. 4　 IGWO-MK-SVM 模型

MK-SVM 模型相较于单一核函数的 SVM 模型,
其结构更复杂,非线性拟合能力更强,但对模型参数

的变化会更为敏感。 为此,采用 IGWO 算法对 MK-
SVM 模型的 5 个超参数(多项式核函数参数 γp、高
斯径向基核函数参数 γr、单一核函数在混合核函数

中的占比 λ、惩罚因子 C、不敏感系数 ε)进行优化,

构建了径流预报的 IGWO-MK-SVM 模型,计算流程

如图 1 所示。

2　 实例验证

为验证所提出的 IGWO-MK-SVM 模型在实际月

径流预报中的应用效果,收集了黑河流域莺落峡水

文站 1960—2017 年共 696 月实测径流数据进行分

析。 莺落峡水文站位于黑河流域上游,控制集水面

积 10 018 km2,地表水主要来源于祁连山区的冰雪

融化和大气降水,基流主要由地下水供应,且大部分

水资源在春季和夏季集中。 将莺落峡水文站

1960—2007 年月径流数据作为训 练 集, 2008—
2017 年月径流数据作为验证集。
2. 1　 模型输入变量选取

基于径流时序分析的预报模型是通过建立当前

预报对象和其滞后值之间的相关关系,在时间上进

行外推,从而实现对径流未来发展趋势的预测。 为

评估 FIA 法相较于传统 PACF 法在径流预报因子选

择中的特点,分别采用 FIA 法和 PACF 法从备选因

子集{xτ | τ = 1,2,…,L}中选择模型的输入变量,其
中 xτ 为前 τ 月的径流,L 为最大时滞阶数。 为选择

合适的 xτ 作为模型输入变量,分别考虑 L = 12 月和

L= 24 月两种情形,并以此讨论周期性对月径流预

报精度的影响。
FIA 法选择径流预报因子时,采用基于序列模
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型的 算 法 配 置 ( sequential
 

model-based
 

algorithm
 

configuration,
 

SMAC)对 RF 模型进行调优[20] ,搜索

最佳输入变量,优化目标为变量个数最少且交叉验

证准确率最高的一组变量集合。 PACF 法选择径流

预报因子时,将偏自相关系数通过置信水平为 95%
检验的变量视为有效输入变量[5] 。 由 FIA 法和

PACF 法得到的模型输入变量如表 1 所示,其中,
FIA 法所得模型输入变量依照各因子特征重要性程

度排列。
表 1　 模型输入变量

Table
 

1　 Model
 

input
 

variables

预报因子
选择方法

备选因子集

L= 12 月 L= 24 月

FIA 法 x12 、x1 、x9 、x6 、x11 、x7 x12 、x24 、x1 、x18 、x9 、x23 、x6 、x8

PACF 法 x1 ~ x8 、x10 ~ x12 x1 ~ x8 、x10 ~ x12 、x15 、x23 、x24

表 2　 各算法对 MK-SVM 模型优化效果评价

Table
 

2　 Evaluation
 

of
 

optimization
 

effects
 

of
 

various
 

algorithms
 

on
 

MK-SVM
 

model

预报因子选择方法 L /月 优化算法 最优值 / (m3 / s) 最劣值 / (m3 / s) 平均值 / (m3 / s) 标准差 / (m3 / s) 局部最优频次

FIA 法

PACF 法

12

24

12

24

PSO 17. 901 2 18. 854 2 18. 298 5 0. 161 1 3
SSA 18. 167 7 18. 623 8 18. 353 7 0. 111 3 0

GWO 18. 057 5 18. 847 1 18. 306 2 0. 167 2 4
IGWO 17. 901 2 18. 846 8 18. 245 0 0. 118 7 1
PSO 16. 910 0 17. 441 3 16. 961 4 0. 147 0 5
SSA 16. 912 7 17. 440 9 16. 993 7 0. 127 0 3

GWO 16. 938 3 17. 398 4 16. 966 5 0. 107 0 3
IGWO 16. 909 9 16. 911 2 16. 910 2 0. 000 2 0
PSO 19. 135 5 19. 424 1 19. 202 2 0. 107 4 5
SSA 19. 135 7 19. 401 6 19. 210 1 0. 095 9 5

GWO 19. 135 6 19. 387 1 19. 191 5 0. 081 6 3
IGWO 19. 135 5 19. 142 2 19. 138 2 0. 002 8 0
PSO 17. 669 3 18. 321 9 17. 694 7 0. 092 9 1
SSA 17. 670 1 17. 997 8 17. 702 4 0. 068 4 2

GWO 17. 711 5 17. 915 8 17. 716 6 0. 028 8 1
IGWO 17. 669 3 17. 670 4 17. 670 1 0. 000 3 0

2. 2　 模型参数优化

MK-SVM 模型相较于单一核函数的 SVM 模型,
自适应能力更强,但对超参数的选择更为敏感,不同

超参数组合对模型鲁棒性的影响较为明显。 针对这

些问题,本文采用 IGWO 算法对 MK-SVM 模型超参

数进行优化。 为进一步验证 IGWO 算法的全局优化

性能,分别选用粒子群优化算法 ( particle
 

swarm
 

optimization,
 

PSO)、 SSA、 GWO 与 IGWO 算法进行

对比。
考虑不同算法的差异性,各算法参数依据最大

化算法性能和相近收敛时间进行配置。 为避免随机

性差异,保证评价的客观性,各算法独立运行 50 次,
对 MK-SVM 模型的超参数搜索空间范围为:C∈
[2-10,210 ]、γr ∈[2-10,210 ]、γp ∈[2-10,210 ]、ε∈[0,
1]、λ∈[0,1]。 采用验证期径流预报结果的均方根

误差( root
 

mean
 

squared
 

error,
 

RMSE) 作为适应度

值,统计各算法运行 50 次所得 RMSE 的最优值、最
劣值、平均值、标准差,综合评价算法优化效果,并将

与最优 RMSE 偏差较大的解视为局部最优解,用其

出现的频次表征算法跳出局部最优解的能力

(表 2)。
从表 2 可以看出:①FIA 法相较于传统的 PACF

法所选输入变量更为合理,其对变量间的非线性关

系识别更高效,且可有效剔除冗余变量对模型的干

扰。 然而,由于 FIA 法主要识别的是变量间更为复

杂的非线性关系,通常需要结合更好性能的优化算

法才能取得理想效果。 ②IGWO 算法对 MK-SVM 模

型的优化效果最佳,能最大限度地搜索到保证模型

效果最优的超参数,并且融合多种改进策略,能有效

帮助算法跳出局部最优解和挖掘全局最优解信息,
寻优精度得到较大提高。 ③最大时滞阶数为 24 月

时,所筛选出的因子能更好地反映径流的实际变化

规律,由于月径流具有较为明显的年周期性,进行统

计分析时,常需采用季节性差分方式才能将其转化

为平稳时间序列。 ④以往研究多采用高斯径向基核

函数 κr 作为 SVM 模型的核函数[21] ,而本文所得最

优解的 λ= 0. 93,说明多项式核函数 κp 为主导性核

函数,可见混合核函数相较于单一核函数更有优势,
由此进一步表明 IGWO-MK-SVM 模型相较于传统

SVM 模型具有更好的自适应性。
2. 3　 结果与分析

为了验证本文提出的 IGWO-MK-SVM 模型对径

流预报的有效性,以 1 月为预见期,选用 L = 24 月的

备选因子集,利用 FIA 法筛选出的预报因子集作为

模型输入变量,并对比了季节性差分自回归移动平

均(seasonal
 

autoregressive
 

integrated
 

moving
 

average,
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SARIMA)模型[22] 、LSTM 模型[7] 、RF 模型[14] 、SSA-
SVM 模型[13] 、SVM 模型在验证期的月径流预报效

果 ( 表 3 )。 采 用 纳 什 效 率 系 数 ( Nash-Sutcliffe
 

efficiency
 

coefficient,
 

NSE)、RMSE 和 Kling-Gupta 效

率系数( Kling-Gupta
 

efficiency
 

coefficient,
 

KGE) 作

为径流预报准确性的衡量指标[23] 。
表 3　 验证期不同模型径流预报效果对比

Table
 

3　 Comparison
 

of
 

runoff
 

prediction
 

effect
 

of
 

different
 

models
 

in
 

verification
 

period

模型 NSE RMSE / (m3 / s) KGE

SARIMA 0. 880 3 17. 992 3 0. 772 0
RF 0. 885 7 17. 576 4 0. 840 2

LSTM 0. 856 5 19. 696 0 0. 853 8
SVM 0. 564 6 34. 307 5 0. 012 0

SSA-SVM 0. 886 3 17. 529 7 0. 829 1
IGWO-MK-SVM 0. 894 2 16. 909 9 0. 863 9

由表 3 可见,IGWO-MK-SVM 模型径流预测结

果各项指标最优。 IGWO-MK-SVM 模型与 SARIMA
模型的建模方法类似,SARIMA 模型通过差分将非

平稳径流序列平稳化后,根据序列间的短期自相关

性建立统计模型;而 IGWO-MK-SVM 模型则通过

FIA 法对预报因子筛选,利用机器学习模型建立映

射关系。 从结果来看,IGWO-MK-SVM 模型不仅可

以摆脱传统统计模型对径流序列平稳性的要求,而
且能捕捉到更准确的径流变化规律。 相比深度学习

模型强大的非线性拟合能力,浅层机器学习模型尽

管存在不足,但在样本数据少和输入特征明确的情

况下,IGWO-MK-SVM 模型相较于 LSTM 模型可以

获得更好的效果。

图 2　 验证期径流过程拟合效果

Fig. 2　 Fitting
 

effects
 

of
 

runoff
 

process
 

in
 

verification
 

period

从验证期的径流过程拟合效果(图 2)来看,未
经调优的 SVM 模型表现最差,仅能捕捉到径流最基

本的周期性变化规律,而 SSA-SVM 模型和 IGWO-
MK-SVM 模型对枯水期和汛期月径流的预报能力均

有较为显著的提高,说明未经智能优化的机器学习

模型很难在实际应用中取得好的效果。 因此,探索

具有良好全局优化性能的智能优化算法对基于机器

学习径流预报模型的发展具有重要意义。
从验证期各模型径流预测结果散点图(图 3)来

看, SARIMA 模型预测结果的确定性系数 R2 =
0. 901,为所有模型中最优,因为 SARIMA 模型采用

季节性差分将非平稳的月径流序列转化为平稳的时

间序列,再进行移动平均和自回归[24] ,使得预测结

果与原始径流序列的变化趋势保持了较好的一致

性。 IGWO-MK-SVM 模型预测结果的 R2 = 0. 900,也
反映出模型具有较好的性能。 虽然 SARIMA 模型预

测值与实测值的线性趋势较好,但预测值整体偏小,
拟合结果偏离 y= x 线较为明显。 显然,单一评测指

标很难全面评价模型的性能,需采用多指标的综合

评价体系。

图 3　 验证期不同模型径流预测结果散点图

Fig. 3　 Scatter
 

diagram
 

of
 

runoff
 

prediction
 

results
 

of
 

different
 

models
 

in
 

verification
 

period

图 4　 验证期不同模型径流预测结果泰勒图

Fig. 4　 Taylor
 

diagram
 

of
 

runoff
 

prediction
 

results
 

of
 

different
 

models
 

in
 

verification
 

period

图 4 是验证期各模型径流预测结果的泰勒图,
将实测径流序列和模型预测径流序列的相关系数、
中心 均 方 根 偏 差 ( root

 

mean
 

square
 

deviation,
 

RMSD)和标准差进行整合,能够更直观地表现出预

·251·



测值和实测值间的差异[25] 。 从图 4 可以看出 SSA-
SVM 模型和 IGWO-MK-SVM 模型的径流预测结果

要更接近实测值。 IGWO-MK-SVM 模型相较于 SSA-
SVM 模型,采用动态透镜成像反向学习和 Lévy 飞行

等多策略融合的 IGWO 算法增强了对 MK-SVM 模

型参数的全局搜索能力,且避免了核函数的选择,模
型的自适应能力和计算的稳健性均得到提升。

深度学习模型具有良好的学习能力,可用于处

理复杂的非线性问题,但也会因为模型过于复杂,将
训练数据的细节和噪声视为一般规律,造成过拟合

问题,使得模型泛化效果不佳。 从以上分析结果来

看,相较于深度学习的 LSTM 模型,基于智能优化的

SVM 和 RF 模型效果更好,进一步说明结合智能优

化的浅层学习模型在一定条件下,可以达到深度学

习模型的效果。
2. 4　 讨　 论

本文针对径流预报因子选择、智能优化算法性

能改进、SVM 模型自适应能力提升 3 方面开展研

究。 从各模型的预测效果来看,IGWO-MK-SVM 模

型对预报精度虽然有一定提高,但对洪水月份的预

测结果不够理想,显然仅对原始径流序列进行分析,
无法完全捕捉到径流系统多时间尺度的变化规律。
月径流序列被视为非线性、非平稳的准周期信号,大
量研究通过离散小波变换、模态分解和奇异谱分析

将其分解,产生更平稳的子序列作为模型输入,通常

可以得到更好的预测效果[26-27] 。 然而,时间序列分

解的边界效应问题目前仍然非常棘手[7] 。 可推测,
在未来研究中开发基于自适应径流子序列的分解方

式,结合 FIA 法选择预报因子,并采用具有良好自适

应能力的 IGWO-MK-SVM 模型拟合时序关系,将在

一定程度上提高径流预报的准确性。
针对黑河流域莺落峡月径流预报,相较于具有

统计意义的 SARIMA 模型、深度学习的 LSTM 模型、
浅层学习的 RF 和 SSA-SVM 等模型,本文提出的

IGWO-MK-SVM 模型具有一定优势。 但由于莺落峡

月径流规律性较强,导致各模型的效果差异并不显

著。 因此,还需将 IGWO-MK-SVM 模型应用到更多

流域的径流预报中,以检验其在不同水文条件下的

径流预报效果。

3　 结　 论

a.
 

对比采用 FIA 法和 PACF 法得到的径流预

报因子,IGWO-MK-SVM 模型预测结果表明,FIA 法

对变量间非线性关系的识别更高效,所选变量更少,
可有效剔除冗余变量对模型的干扰。

b.
 

智能优化算法的性能直接影响机器学习模

型的泛化性,为此,本文提出了基于动态透镜成像反

向学习和 Lévy 飞行等多策略融合的 IGWO 算法。
各算法对 MK-SVM 模型的优化效果表明,IGWO 算

法的全局寻优性能相对较优,IGWO-MK-SVM 模型

具有良好的自适应性,对提升径流预报精度具有重

要影响。
c.

 

不同径流时序分析预报模型对黑河流域莺

落峡月径流预测结果表明,未经智能优化的 SVM 模

型表现最差, 其预测结果的 NSE 仅为 0. 564 6;
IGWO-MK-SVM 模型效果有较大幅度的改进,其预

测结果的 NSE 提升至 0. 8942;相比基于统计理论和

深度学习等径流预报模型的精度,IGWO-MK-SVM
模型具有一定的优势。
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